Sztuczna inteligencja

i uczenie maszynowe dla programistow
Praktyczny przewodnik po sztucznej inteligendji

RYSUNKI

.,-’ ‘.\ if (ball.collide(brick)){
o ~, removeBrick();
s ., ball.dx = 1.1*(ball.dx);
ball.dy = -1*(ball.dy);

}
~
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Rysunek 1.1. Kod w grze Breakout

Regquty

(wyrazone w kodzie)

J

calcPE(stock){

price = readPrice();
:earnings = readEarnings();
return (price/earnings);

Odpowiedzi
(zwrdcone przez kod)

Rysunek 1.2. Kod realizujgcy ustugi finansowe
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Reguty

Programowanie

Pane tradycyjne

Odpowiedzi

Rysunek 1.3. Wysokopoziomowa struktura programowania tradycyjnego

?

if(speed<4){
status=WALKING;
}

Rysunek 1.4. Algorytm wykrywajgcy aktywnos¢

A

if(speed<4){
status=WALKING;
} else {
status=RUNNING;
}

Rysunek 1.5. Ulepszenie algorytmu w celu wykrywania biegania



if(speed<4){
status=WALKING;

} else if(speed<12){
status=RUNNING;

} else {
status=BIKING;

}

Rysunek 1.6. Ulepszenie algorytmu w celu wykrywania jazdy na rowerze

J/ 22?

Rysunek 1.7. W jaki sposob zdefiniujemy algorytm wykrywajgcy granie w golfa?

Reguty

Programowanie Odpowiedzi

pane tradycyjne

Rysunek 1.8. Tradycyjny przebieg programu
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Rysunek 1.9. Zmiana kolejnosci dziatan spowodowata, ze otrzymalismy schemat uczenia maszynowego
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Rysunek 1.10. Od kodowania do uczenia maszynowego: gromadzenie i etykietowanie danych

Trenowanie Wdrazanie
Projektowanie | | Projektowanie
danych modelu
Zbiory Estymatory
danych TF: Keras Lokalna chmura
tf.data | TensorFlow Lite
Trenowanie - .
Strategia dystrybugji Serializacja Android, 05, Raspberry Pi
S T s : SavedModel TensorFlow Lite
L (PU GPU ]
Analiza Repozytorium modeli Przegladarkaisrodowisko Node
TensorBoard TensorFlow Hub — TensorFlow.JS

Rysunek 1.11. Wysokopoziomowa architektura platformy TensorFlow

Rysunek 1.12.

Uruchomienie biblioteki TensorFlow w srodowisku jezyka Python




B New Project = O X

Location: | EMail\pythonProject

¥ Python Interpreter: New Cenda envirenment

© New environment using | ') Conda v
Location: C:\ProgramData\Anaconda3\envs\pythonProject
Python version: 3.8 -

Conda executable: | C:\ProgramData\Anaconda3\Scripts\conda.exe
Make available to all projects

Previously configured interpreter

Interpreter: | <No interpreter>

Create a main.py welcome script

Rysunek 1.13. Tworzenie nowego wirtualnego srodowiska z uzyciem oprogramowania PyCharm



E Settings
Q

~ Appearance & Behavior
Appearance

Menus and Toolbars

W

System Settings
File Colors
Scopes
Motifications
Quick Lists
Path Variables
Keymap
» Editor
Plugins
» Version Control
~ Project: pythonProject

Python Interp

Project Structure

» Tools

> Build, Execution, Deployment

> Languages & Frameworks

Project: pythonProject * Python Interpreter

For current project

Python Interpreter: _) Python 3.8 (pythonProject) C:\ProgramData\Anaconda3\envs\pythonProject\python. exe

Package
ca-certificates
certifi
openssl
pip
python
setuptools
sqlite
vC
vs2015_runtime
wheel
wincertstore
zlib

Version
2020.12.8
2020125
1100
2033
3.85
51.1.2
3.33.0
14.2
14.27.29016
0.36.2
0.2
121

Latest version
2020.12.8
2020.12.5
1170
2033
4 391
51.1.2
3.33.0
142
14.27.29016
0.36.2
0.2
121

Rysunek 1.14. Dodawanie pakietow do srodowiska wirtualnego




=+ Znajdz na Dysku

Otworz w trybie doswiadczalnym

Q Nowy notatnik
Otworz notatnik
L
Przeslij notatnik
- Zmien nazwe notatnika

Przenies do kosza

Zapisz kopie na Dysku

Ctrl+0

Zapisz kopie w ustudze GitHub jako plik Gist

B Available Packages X
O tensorflow
r-tensorflow Description
¢ TensorFlow is an open source machine
tensorflow-base {| leaming framework for everyone.
tensorflow-datasets i| Version
i 4 240
tensorflow-eigen i Authar
tensorflow-estimator /| Googlelnc.
tensorflow-gpu
I mailto:packages@tensorflow.org
tensorflow-gpu-base hitps:fiwww tensorflow.org/
tensorflow-hub
tensorflow-metadata
tensorflow-mkl
tensorflow-probability Specify version | 2.3.0 N
5 Options
Install Package Manage Repositories
Rysunek 1.15. Instalowanie platformy TensorFlow za pomocg srodowiska PyCharm
cO &L Untitledlipynb +r
Plik Edytuj Widok Wstaw Srodowisko wykonawcze Narzedzia Pomoc

Rysunek 1.16. Utworzenie nowego notatnika w Google Colab




& UntitledO.ipynb i
Plik Edytuj Widok Wstaw Srodowisko wykonawcze Narzedzia Pomoc

+ Kod + Tekst

Q [1]

<3 . .
To jest okienko tekstowe

° # To jest okienko kodu
import tensorflow as tf
print (tf. version }

2.4.0

Rysunek 1.17. Uruchamianie kodu TensorFlow w Google Colab

Filtrowanie notatnikow =

Data pierwszego Data ostatniego —

Tyt -
y otwarcia otwarcia u
~
L Untitled1.ipynb 1 minute temu 1 minute temu n &
L UntitledO.ipynb 4 minuty temu 1 minutg temu | AP
Markdown Guide 2 minuty temu 2 minuty temu A
< uty uty
€ Snippets: Sheets 3 minuty temu 3 minuty temu =
0 Snippets: Accessing files 3 minuty temu 3 minuty temu &
v
ANULUJ

Rysunek 1.18. Lista wczesniej uzywanych notatnikow



Rysunek 1.19. Typowa sie¢ neuronowa

Epoch 1/5@e

6/6 [ ==== ==== ====] - 9s 2s/sample - loss: 3.2868
Epoch 2/5ee

6/6 [ ==== ==== ====] - @s 652us/sample - loss: 2.7447
Epoch 3/56@

6/6 [ ==== ==== ====] - @s 323us/sample - loss: 2.315@
Epoch 4/50@

6/6 [ ==== ==== ====] - @s 4llus/sample - loss: 1.9737
Epoch 5/500

6/6 [ ==== ==== ====] - @s 3@6us/sample - loss: 1.7021
Epoch 6/500

6/6 [ ==== ==== ====] - @s 496us/sample - loss: 1.4853
Epoch 7/50@

6/6 [ ==== ==== ====] - @s 470us/sample - loss: 1.3117
Epoch 8/50@

6/6 [ ==== ==== ====] - @s 4@5us/sample - loss: 1.1723
Epoch 9/500

6/6 [ ==== ==== ====] - @s 6l6us/sample - loss: 1.8596
Epoch l1le/5ee

6/6 [ ==== ==== ====] - @s 669us/sample - loss: ©.9682

Rysunek 1.20. Trenowanie sieci neuronowej



Epoch 495/500
6/6 [ ==== ==== ====] - @s 374us/sample - loss: 2.9063e-85
Epoch 496/560
6/6 [ ==== ==== ====] - @s 548us/sample - loss: 2.8466e-85
Epoch 497/560
6/6 [ ==== ==== ====] - @s 382us/sample - loss: 2.7882e-85
Epoch 498/560
6/6 [ ==== ==== ====] - @s 397us/sample - loss: 2.73@9e-85
Epoch 499/588
6/6 [ ==== ==== ====] - @s 367us/sample - loss: 2.6748e-@5
Epoch 560/500
6/6 [ ==== ==== ====] - @s 363us/sample - loss: 2.6199%e-85

Rysunek 1.21. Trenowanie sieci neuronowej
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Rysunek 2.2. Przeglgdanie zbioru Fashion MNIST
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Rysunek 2.3. Powigkszenie jednego z obrazéw ze zbioru danych Fashion MNIST

Rysunek 2.4. Pojedynczy neuron uczgcy sig liniowej zaleznosci
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Rysunek 3.2. Uzycie filtru do wykrycia linii pionowych




Rysunek 3.3. Uzycie filtru do wykrycia linii poziomych

0
48
128 | 128

» 144
144 | 144

226

Rysunek 3.4. Dzialanie operacji max pooling



Rysunek 3.5. Obraz (przedstawiajgcy wchodzenie po schodach) po zastosowaniu filtru linii pionowych oraz
operacji max pooling

® | O

Rysunek 3.6. Utrata pikseli podczas uruchamiania filtru



Rysunek 3.7. Ludzie i konie

rod. jpeg
jane.jpeg
freddy.jpeg

shergar.jpeg
beauty.jpeg .

sharon.jpeg
athena.jpeg .

Rysunek 3.8. Obrazy muszq si¢ znaleZ¢ w nazwanych podkatalogach



Rysunek 3.9. Obrazy testowe

° import numpy as np
from google.colab import files
from keras.preprocesaing import image

uploaded = files.upload()
for fn in uploaded.keys():

# prognozowanie obrazdw

path = '/content/' + fn

img = image.load img(path, target size=(300, 300))
X = image.imgy to array(img)

x = np.expand dims(x, axis=0)

images = np.vatack([xz])
classes = model.predict {images, batch size=10)
print (classes)
print (classes[(0])
if classes[0]>0.5:
print(fn + " przedstawia czlowieka")
elze:

print (fn + " przedstawia konia")

| Przegladaj...  Wybranych plikéw: 3.
beautiful-1274056_640.jpg(image/jpeg) - 97343 bytes, last modified: n/a - 100% done
horse-1330690_640.jpg(image/jpeg) - 225580 bytes, last modified: n/a - 100% done
model-893907_640.jpg(image/jpeg) - 637884 bytes, last modified: n/a - 100% done
Saving beautiful-1274056 640.jpg to beautiful-1274036 640 (2).]jpg
Saving horse-1330690_640.jpg to horse-1330630 640 (2).jpg

Saving model-993907_640.ipg to model-993307_640 (2).jpg

[ro.11

(0.1

beautiful-1274056_640.jpg przedstawia konia

[[o.11

[0.1

horse-1330690_640.]pg przedstawia konia

[[1.11

[1.1

model-993907_640.jpg przedstawia cziowieka

Rysunek 3.10. Uruchomienie modelu



Rysunek 3.11. Podobietistwo do obrazéw ze zbioru danych

Rysunek 3.12. Powigkszenie obrazu ze zbioru treningowego

= | Przegladaj... beautiful-1274056_640.jpg |
eautiful- O.Jpg{imagefpeq) - 97343 bytes, last modified: nfa - 100% done

Saving beautiful-1274036 640.jpg to beautiful-127405&6 &40 (3).jpg
[[1-1]

[1.1

beautiful-1274056_ 640.jpg przedstawia cziowieka

Rysunek 3.13. Zdjecie kobiety zostato tym razem poprawnie sklasyfikowane



Warstwa konwolucyjna

N N T

Warstwa konwolucyjna

,
LN i _’,

SO J S - r_:—’ Warstwa gesta

Warstwa wyjéciowa

Rysunek 3.14. Architektura konwolucyjnej sieci neuronowej

Rysunek 3.15. Pobieranie warstw z innej architektury poprzez uczenie transferowe

EFTEYIY ] - Ll> L1OWB/3LEP - 1USS. U.UL4Y - dll. D.IY0UL - Vdl_iUSD. ©.3030 - Vdi_dil. ©.yUOY
Epoch 38/4e
52/52 [ ] - 115 21ims/step - loss: ©.0088 - acc: ©.9981 - val loss: ©.2245 - val acc: ©.9727
Epoch 39/4e
52/52 [ ] - 11s 21@ms/step - loss: ©.0088 - acc: ©.9971 - val_loss: ©.2872 - val_acc: ©.9727
Epoch 48/48
52/52 [ ] - 11s 219ms/step - loss: @.8118 - acc: 8.9971 - val_loss: @.615@ - val_acc: ©.9689

Rysunek 3.16. Trenowanie za pomocq uczenia transferowego klasyfikatora rozrézniajgcego konie i ludzi



Rysunek 3.17. Nietypowe zdjecia psow i kotow, ktére zostaly poprawnie zaklasyfikowane

C Przegladaj... | cat-323262_640.IPG

cat-323262_640.JPG(Image/peq) - 13811 bytes, last modified: n/a - 100% done
Saving cat—-323262 640.JPGC to cat-323262 640.JPC
[[4.983435942-24]]

[4.98343942—24]

cat—-323262_ 640.Jjpg przedstawia kota

Rysunek 3.18. Klasyfikowanie kota lizgcego tape
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Rysunek 3.19. Przyktady gestow stosowanych w grze ,kamien, papier, nozyce”

=

Przegladaj...  Wybranych plikdwr: 3.
paper1.PNG{image/png) - Zo7a07 bytes, last modified: n/a - 100% done

rock1.PNG(image/png} - 54401 bytes, last modified: n/a - 100% done
scissors2.PNG(image/png) - 66463 bytes, last modified: n/a - 100% done
Saving paperl.PNG to paperl.PNG

Saving rockl.PNG to rockl.ENHG

Saving scissorsZd.PFNG to scissors2.PNG

paperl.PNG

[[1. 0. 0.]11]
rockl.PNG
[[0. 1. 0.]11]

scissorsZ.PNG

[[O0. 0. 1.]11

Rysunek 3.20. Testowanie klasyfikatora dla gry ,kamien, papier, nozyce”




Rysunek 3.21. Prosta sie¢ neuronowa
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Rysunek 3.22. Sie¢ neuronowa z zastosowaniem regularyzacji dropout



/tensorflow_datasets/cnn_dailymail/plain_text/1.0.@.incompleteFFCKFG/cnn_dailymail-train.tfrecord
99% 282918/287113 [00:06<00:00, 48503.77 examples/s]

10153 examples [00:07, 1475.51 examples/s]

Rysunek 4.1. Pobieranie zbioru danych jako pliku TFRecord

~ (@ root

~ [ tensorflow_datasets
~ [ cnn_dailymail
~ [ plain_text
~ @ 1.00
‘ cnn_dailymail-test.tfrecord-00000-0f-00001
‘ cnn_dailymail-train.tfrecord-00000-0f-00016
‘ cnn_dailymail-train.tfrecord-00001-0f-00016
‘ cnn_dailymail-train.tfrecord-00002-0f-00016
‘ cnn_dailymail-train.tfrecord-00003-0f-00016
‘ cnn_dailymail-train.tfrecord-00004-0f-00016
‘ cnn_dailymail-train.tfrecord-00005-0f-00016
‘ cnn_dailymail-train.tfrecord-00006-0f-00016
‘ cnn_dailymail-train.tfrecord-00007-0f-00016
‘ cnn_dailymail-train.tfrecord-00008-0f-00016
‘ cnn_dailymail-train.tfrecord-00009-0f-00016
‘ cnn_dailymail-train.tfrecord-00010-0f-00016
‘ cnn_dailymail-train.tfrecord-00011-0f-00016
‘ cnn_dailymail-train.tfrecord-00012-0f-00016
‘ cnn_dailymail-train.tfrecord-00013-0f-00016
‘ cnn_dailymail-train.tfrecord-00014-0f-00016
‘ cnn_dailymail-train.tfrecord-00015-0f-00016
‘ cnn_dailymail-validation.tfrecord-00000-0f-00001
B dataset_infojson

Rysunek 4.2. Analiza plikéw TFRecord w przypadku zbioru danych cnn_dailymail

(PU Przygotowywanie 1 Przygotowywanie 2 Przygotowywanie 3
GPU/TPU Trenowanie 1 Trenowanie 2 Trenowanie 3

Rysunek 4.3. Trenowanie za pomocq jednostek CPU i GPU



CPU Przygotowywanie 1 | Przygotowywanie 2 | Przygotowywanie 3 | Przygotowywanie 4
GPU/TPU Trenowanie 1 Trenowanie 2 Trenowanie 3
(zas

Rysunek 4.4. Potokowos¢

Lady Katarzyna

Szlachcic

Sir William Lucas

Pan Darcy
Kobieta Ma
Pan Bennet
Elzbieta Bennet
Plebejusz

Rysunek 6.1. Postacie z ksigzki Duma i uprzedzenie odwzorowane za pomocg wektorow

Dokfadnos¢

—— accuracy
val_accuracy

10 15 )

Epoki

Rysunek 6.2. Porownanie doktadnosci podczas trenowania i walidacji




10— loss

val_loss
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Rysunek 6.3. Porownanie straty podczas trenowania i walidacji

0,95 1
— accuracy
0,90 1 val_accuracy

0,85
0,80

SC

=)
~
v

Doktadno

0,70 1
0,65 1
0,60 1

0,55 1 T T ; T ‘
0 20 40 60 80 100
Epoki

Rysunek 6.4. Dokladnos¢ podczas uzycia nizszego wspolczynnika uczenia

071 — loss
val_loss
0,6 1

0,5 1

Strata

04

0,3 1

0,2 1

0 20 40 60 80 100
Epoki

Rysunek 6.5. Strata podczas uzycia nizszego wspotczynnika uczenia



1400 4
1200 4
1000 4
800
600
400 A
200 1

_

0

5000 10000 15000 20000 25000

Rysunek 6.6. Wykres czegstosci wystepowania stow

100
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40 1

20 A

2000 4000 6000 8000 10000

Rysunek 6.7. Wykres czestosci wystepowania stow z zakresu od 300 do 10 000

Doktadnos¢
=) =) o
~ ~ (=]
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f=1}
o

0,60

T accuracy
val_accuracy

0,55

B2 % 30
Epoki

5 10

Rysunek 6.8. Dokladnos¢ podczas uzycia stownika zawierajgcego 2000 stow




Strata

0,65
0,60
0,55 |
0,50 1

045 |

= loss
val_loss

0,40

15 30

Epoki

Rysunek 6.9. Strata podczas uzycia stownika zawierajgcego 2000 stow

Doktadnos¢

0,80 -
0,75 A
0,70 -
0,65
0,60
— accuracy
val_accuracy
0,55 - . T T T T
20 40 60 80 100

Epoki

Rysunek 6.10. Dokladnos¢ podczas trenowania w przypadku 7-wymiarowego osadzania

Strata

0,65 1
0,60 -
0,55 1

0,50
0,45 1
0,40 -

— loss
val_loss

80
Epoki

Rysunek 6.11. Strata podczas trenowania w przypadku 7-wymiarowego osadzania
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Rysunek 6.12. Wykres doktadnosci dla modelu, w ktérym zmniejszono liczbe neuronéw

— loss
val_loss

0,65
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Rysunek 6.13. Wykres straty dla modelu, w ktérym zmniejszono liczbe neuronéw

0,80
0,75

0,70

Doktadnos¢

o
=2y
o

=)
[=2}
o

— accuracy
val_accuracy

=]
(%3
o

0 20 40 60 80 100
Epoki

Rysunek 6.14. Wykres dokladnosci w przypadku uzycia dropoutu



0,70

— loss
val_loss

0,65 1
0,60 1
0,55 1

Strata
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Rysunek 6.15. Wykres straty w przypadku uzycia dropoutu
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Rysunek 6.16. Wykres dtugosci zda#

Embedding Projector

DATA ) | Points: 10000 | Dimension: 200
1.
5 tensors found
Word2Vec 10K -
Label by Color by
word ~ No color map -
Edit by
word ~ Tag selection as
.
Load ublish Download
ze data @

Rysunek 6.17. Uzycie narzedzia Embedding Projector



Embedding Projector

Load Publish Download

Sphereize data @
Checkpoint: vecs.isy

Metadata: meta tsv

X Y -

Component#1 ~  Component #2 ~

Component #3  ~
PCA is approximate. @

Total variance described: 98.7%. BOOKMARKS (0) @

DATA ) Points: 1999 | Dimension: 7 ShowAll  Isolate 101 Clear
Data points selection
#
5 tensors found
Word2Vec 10K v @) Gy by o
Edit by ~ Tag selection as

Rysunek 6.18. Wizualizacja osadzen dla zda# sarkastycznych i normalnych

———— —
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Epoki

Rysunek 6.19. Doktadnos¢ podczas uzycia osadzeti ze zbioru Swivel




— loss
0,70 4 val_loss
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Rysunek 6.20. Strata podczas uzycia osadzet: ze zbioru Swivel
Dane | [rreeeeeeeeeneeees
Model RR—— Regu{y
Etyk|ety ..................
Rysunek 7.1. Wysokopoziomowy schemat tworzenia modelu
1 2 3 5 8 13| (21| |34 |55 |89
Rysunek 7.2. Kilka pierwszych liczb ciggu Fibonacciego
1
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3
2 | P
........... » 3
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----------- > 8

Rysunek 7.3. Graficzna reprezentacja ciggu Fibonacciego
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Rysunek 7.4. Neuron rekurencyjny
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Rysunek 7.5. Dziatanie neurondw rekurencyjnych w kolejnych przedziatach czasowych

® o

Stan komorki

© o o

Rysunek 7.6. Wysokopoziomowy schemat architektury LSTM



Stan komorki

Rysunek 7.7. Wysokopoziomowy schemat dwukierunkowej architektury LSTM

s

Stan komorki

Rysunek 7.8. Dzialanie dwukierunkowej architektury LSTM

0,904 — accuracy
! —— val_accuracy

0,851
0,80 1
0,75 1
0,70 1
0,65 1
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Doktadnos¢

Epoki

Rysunek 7.9. Wykres zmian doktadnosci modelu LTSM w ciggu 30 epok
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Rysunek 7.10. Wykres zmian straty modelu LTSM w ciggu 30 epok

— acquracy
val_accuracy

Doktadnos¢

Epoki

Rysunek 7.11. Wykres zmian dokladnosci w modelu uzywajgcym kilku warstw LTSM

07
06
05
04
03

0,2
— loss
0,1 val_loss

Strata

0 5 10 15 0 2% 30
Epoki

Rysunek 7.12. Wykres zmian straty w modelu uzywajgcym kilku warstw LTSM



Doktadnos¢

0,951
0,90
0,851
0,801
0,75 1
0,70
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0,601

—— accuracy
val_accuracy

0,55 1

20 25

15
Epoki

30

Rysunek 7.13. Wplyw zmniejszonej wartosci wspotczynnika uczenia na doktadnosé modelu z wieloma

warstwami LTSM
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Rysunek 7.14. Wplyw zmniejszonej wartosci wspdtczynnika uczenia na stratg modelu z wieloma

warstwami LTSM
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Rysunek 7.15. Wykres zmian dokladnosci w modelu LTSM wykorzystujgcym dropout
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Rysunek 7.16. Wykres zmian straty w modelu LTSM wykorzystujgcym dropout
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Rysunek 7.17. Wykres czestosci wystepowania stow
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Rysunek 7.18. Czestos¢ wystgpowania stéw w bazie GloVe
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Rysunek 7.19. Dokladnos¢ w modelu z wieloma warstwami LTSM wykorzystujgcym osadzenia zbioru GloVe
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Rysunek 7.20. Strata w modelu z wieloma warstwami LTSM wykorzystujgcym osadzenia zbioru GloVe
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Rysunek 7.21. Dokladnos¢ w modelu z wieloma warstwami LTSM wykorzystujgcym osadzenia zbioru GloVe
i trenowanym przez 150 epok



= loss
val_loss
0,65

0,60

Strata

0,55

0,50

0 20 40 6 8 100 120 140
Epoki

Rysunek 7.22. Strata w modelu z wieloma warstwami LTSM wykorzystujgcym osadzenia zbioru GloVe
i trenowanym przez 150 epok

In the town of Athy one Jeremy Lanigan
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Rysunek 8.1. Tokenizacja zdania

Wiersz: Sekwencje wejsciowe;

[ ] [4 2]
[ ]
[ ]
[ ]
[ ]
[ ]
[ ]

Rysunek 8.2. Zamiana sekwencji na zestaw sekwencji wejsciowych



Wiersz:

Dopetnione sekwencje wejsciowe:

[4 2 66 8 67 68 69 70] [0OOOOO0000042]
[PPOOO0O00OO04266]
[POOOOO0O4266 8]
[0 0000042668 67]
[0 00004266867 68]
[0 OO0O0O042 66867 6869]
[0 0004266867 6869 70]

Rysunek 8.3. Dopelnianie sekwencji wejsciowych
Dopetnione sekwencje wejsciowe:

Cecha (X) — — Etykieta (Y)
Peoceoooeoeoeodpf
[OOOOOO00004 2 66]

[O00 0000064266 8]
[P0OOOO004 2668 67]
[o0o0O0OO0042668 67 68]
[6000042 66867 68 69]
[0 06004266867 6869 70]

Rysunek 8.4. Przeksztalcanie dopetnionych sekwencji w cechy (X) i etykiety (Y)
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0. 0. 0. 0. 0. 0. 0. 0. 0. 0. 0.]

Y. [0. 0. 0. 0. 0. 0. 0. 0. 0. 0. 0. 0. 0. 0. 0. 0. 0. 0.
0. 0. 0. 0. 0. 6. 0. 0. 0. 0. 0. 0. 0. 0. 0. 0.
0. 0. 0. 0. 0. 6. 0. 0. 0. 0. 0. 0. 0. 0. 0O.

Idanie: [0 O 0 @ 4 2 66 8 67 68 69 70]
XX[00 0004266867 68 69]

Etykieta: [70]

Rysunek 8.5. Etykiety kodowane z gorgcg jedynkg
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Rysunek 8.6. Wykres zmian doktadnosci podczas trenowania
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Rysunek 8.7. Trenowanie z uzyciem wigkszego zbioru danych
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Rysunek 8.8. Dodanie drugiej warstwy LSTM
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Rysunek 8.9. Okno przesuwajgce sig po stowach
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Rysunek 8.10. Krzywa uczenia po zmodyfikowaniu hiperparametrow
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Rysunek 9.1. Wykres prawa Moore’a
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Rysunek 9.2. Szereg czasowy ze $wiata rzeczywistego
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Rysunek 9.3. Natezenie ruchu na stronie internetowej
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Rysunek 9.4. Autokorelacja
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Rysunek 9.5. Szereg zawierajgcy autokorelacje z dodanym szumem
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Rysunek 9.6. Szereg czasowy zawierajgcy tendencje, sezonowos¢ i szum
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Rysunek 9.7. Prosta prognoza szeregu czasowego



160

150

140 A"
T

130 T Ny \" 1 1 Ul |

120 1 |IL‘=, w I

110

Wartos¢

100 ‘ '

90

lﬂbﬂ 1100 1200 1300 1400
(zas

Rysunek 9.8. Wykres Sredniej ruchomej
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Rysunek 9.9. Ulepszenie metody wykorzystujqcej srednig ruchomg



160

150

140

130

Wartos¢

120

110

100

90

1000 1100 1200 1300 1400
(zas

Rysunek 10.1. Syntetyczny szereg czasowy
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Rysunek 10.2. Wartosci wezesniejsze wplywajg na prognoze
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Rysunek 10.3. Prognozy i wartosci rzeczywiste
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Rysunek 10.4. Wykres zaleznosci wspdtczynnika uczenia od straty
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Rysunek 10.5. Wykres w przypadku zmodyfikowanej wartosci wspétczynnika uczenia
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Rysunek 10.6. Wykres prognoz dla modelu ze zoptymalizowanymi hiperparametrami
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Rysunek 11.1. Szereg liczbowy
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Rysunek 11.2. Uzycie konwolucji z szeregiem liczbowym

L4 Jl8 J[ 15 ][ 16 ][ 23 ][ 42 |[ 51 ][ 64 [[99 [ -1]

v v v
[|-e,s|| A ||—e,s|}mr
| |

Poprzednia warto$c: 8
Nowa wartosé: (8- -0,5) +(15-1) +(16--0,5) =3

Rysunek 11.3. Kolejny krok konwolucji jednowymiarowej
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Rysunek 11.4. Konwolucyjna sie¢ neuronowa prognozujgca sekwencje danych opartg na czasie
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Rysunek 11.5

. Zoptymalizowane prognozy sieci CNN

GISS Su

Downloads

rface Temperature Analysis (v4)

Station Data: Seattle Tacoma Intl Ap (47.4444N, 122.3139W)

Seattle Tacoma Intl Ap (47.4444N, 122.3139W) ID:USW00024233

()
=137
(7]
(5}
S
2
124
o
5]
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B
s
c
[
Q
S 104
©
2 GHCN V4 Unadjusted
2 9 GHCN V4 adj
GHCN V4 adj - cleaned
= GHCN V4 adj - homogenized
1040 1650 1960 1970 1980 1990 2000 2010 2020
ad Years
Get Neighbors
Key

Based on GHCN data from NOAA-NCEI .

+ GHCN-unadjusted: quality controlled monthly means constructed by NCEI and other groups from raw data.
* GHCN-adj: data after NCEI adjustiments for station moves and other non-climatic effects.

+ GHCN-adj-cleaned: adjusted data after removal of some outliers and duplicate records.

» GHCN-adj-homogenized: adjusted, cleaned data, homogenized by GISS to account for urban effects.

» Download plot as a PDF, PNG, or HTML
* Download monthly data as text or CSV

Rysunek 11.6.

Dane dotyczgce temperatury powierzchni otrzymane z laboratorium GISS
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Rysunek 11.7. Podglgd danych
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Rysunek 11.8. Wynik dziatania modelu z warstwg SimpleRNN
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Rysunek 11.9. Sie¢ RNN trenowana przez 1500 epok
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Rysunek 11.10. Strata podczas trenowania i walidacji dla modelu z warstwg SimpleRNN
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Rysunek 11.11. Prognozy w poréwnaniu z danymi realnymi
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Rysunek 11.12. Wyniki dla danych pochodzgcych ze 100 dni
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Rysunek 11.13. Strata podczas trenowania i walidacji w przypadku wiekszego zbioru danych
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Rysunek 11.14. Rekurencyjna sie¢ neuronowa
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Rysunek 11.15. Trenowanie modelu GRU uzywajgcego dropoutu
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Rysunek 11.16. Prognozy uzyskane za pomocg modelu GRU uzywajgcego dropoutu
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Rysunek 11.17. Trenowanie za pomocg dwukierunkowego modelu GRU
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Rysunek 11.18. Wyniki uzyskane przy uzyciu dwukierunkowego modelu GRU wykorzystujgcego wigkszy
rozmiar okna

greseeeaeed P Interpreter systemu Android

Interpreter systemu i0S

Model Model
TensorFlow lite

Interpreter systemu Linux

- > Mikrokontroler

Rysunek 12.1. Struktura pakietu TensorFlow Lite



~ [ saved_model
a B

» [@ assets

v~ [ variables
[ variables.data-00000-0f-000...
[ variables.data-00001-0f-000...
[ variables.index

B saved_model.pb

Rysunek 12.2. Struktura formatu SavedModel

dog 98% (dog) ~ dog 100% (dog)

dog 100% (dog) cat 100% (cat)

Rysunek 12.3. Wyniki wnioskowania



4m. Create New Project X

yr Select a Project Template

Phone and Tablet Wear OS v Automotive Android Things

Bottom Navigation Activity

No Activity Basic Activity

Empty Activity

Creates a new empty activity

provovs | (R [ o ) [ i

Rysunek 13.1. Tworzenie nowego projektu w srodowisku Android Studio



im Create New Project

0 Configure Your Project

MName

FirstTFLite

Package name

com.examplefirsttflite

Save location

eMaitAndroid\FirstTFLite

Language

Kotlin

Minimum 5DK [ API 23: Android 8.0 (Marshmallow)

Empty Activity o Your app will run on approximately 84,9% of devices.
Help me choose
Creates a new empty activity
|| Use legacy android.support libraries (2)

Previous

Cancel m

Rysunek 13.2. Konfigurowanie projektu

P= FirstTFLite ) I app ) ™8 src ) B main ) = res ) B layout )

o

-
-

= %

2 Android «

@

o

g vV Weapp

% b B manifests

é > B java

3 ¥ EEres

e > W drawable
¥V E layout
> BN mipmap
> I values

P @ Gradle Scripts

Rysunek 13.3. Wyszukiwanie pliku uktadu




& activity_mainxml & MainActivity.kt
= Code ZMSplit E Design
v

CJ

1 k?xml version="1.8" encoding="utf-8"2> < @ O Pixel v 29+ (D) FirstTFLite v » @

W0 T o

<androidx. constraintlayout.widget.Constraintlayout xmlr

3 xmlns:app="http://schemas.android.com/apk/res-auto”

1% Palette
(<]

BINAULNY ]

4 xmlns:tools="http://schemas.android.com/tools"
5 android:layout width="match_parent™
android:layout_height="match_parent™

7 tools:context=".MainActivity">

<TextView
android:layout_width="wrap_content" Y
android:layout_height="wrap_content™
android:text="Hello World!™

13 app:layout_constraintBottom toBottomOf="parent”

14 app:layout_constraintlLeft_tolLeftOf="parent"

15 app:layout_constraintRight_toRightof="parent™

app:layout_constraintTop toTopOf="parent™ />

18 </androidx.constraintlayout.widget.ConstraintLayout>

Rysunek 13.4. Uzycie edytora uktadu w Android Studio



= Project ¥ @
v E FirsiTFLite C:\Users\Imoro\Desktop\FirstTFlite
> B0 gradle
> I idea
¥ Iz app
B libs
> B sic
i'e .gitignore
B app.iml
¥ build.gradle
& proguard-rules.pro
> B gradle
i% .gitignore
/& build.gradle
P FirstTFLite.iml
i1 gradle properties
EX gradlew
= gradlew.bat
ih1local.properties

> Resource Manager

/A settings.gradle
» |l External Libraries
7® Scratches and Consoles

Rysunek 13.5. Wybor pliku build.gradle

¥ W% app
B libs
¥ I sic

» B androidTest

¥ I main
v .%assets

& model.tflite

> I java
> W= res

Rysunek 13.6. Dodawanie modelu jako zasobu



157 ¢ 0 &

Interpreter TFLite

Prognozowana wartosé: 18.985666

Rysunek 13.7. Uruchomienie interpretera w emulatorze

Rysunek 13.8. Obraz, na ktérym model powinien rozpoznac psa



Rysunek 13.9. Wyswietlanie wartosci wyjsciowych

Choose a template for your new project:

Multiplatform i0s mac0S watehOS

Application

iMessage App

Framework & Library

=) (|
Framework Static Library
Cancel

tv0S

Other
o E
i £
# &3
B
Game Augmented
Reality App

o~

Metal Library

&l

‘ ad
]|

Sticker Pack App

Rysunek 14.1. Tworzenie aplikacji iOS w Srodowisku Xcode




Choose options for your new project:

Product Name: Ifirstlite I

Team:  Add account...

Organization ldentifier: programista-ai

Bundle Identifier: programista-ai.firstlite

Interface:  Storyboard
Life Cycle: UIKit App Delegate
Language: Swift

Use Core Data

Include Tests

Cancel Previous

Rysunek 14.2. Opcje dla nowo tworzonego projektu

ii
B

o0 ® < firstlite B

firstlite firstlite.xcodeproj Podfile firstlite.xcworkspa Podfile.lock
ce

Pods

Rysunek 14.3. Struktura plikéw po uruchomieniu polecenia pod install



~ [ firstlite
~ 1 models
model.tflite
+ AppDelegate.swift
= SceneDelegate.swift
B viewController.swift
= ModelParser.swift
% Main.storyboard
[ Assets.xcassets
¢ Info.plist
> & Products
Pods
> ) Frameworks

% LaunchScreen.storybo...

// VviewController.swift
/] firstlite

import UIKit

class ViewController: UIViewController {

override func viewDidLoad() {|

super.viewDidLoad()

// Do any additional setup after
loading the view.

View Controller
v [ view

Safe Area

Wykonaj
[F]Txt user Data
First Responder
®

[E] Exit

3 Storyboard Entry Poi

ecoe € > iPod tou...eneration} firstiite: Ready | Today at 15:43 (g}
T aQASHFEDCHE ) Main.storyboard = oD @ @ = b @&
v B firstiite By firstlite » 77 fite) W M..d ) B M. view Controller ) [J] view < 4, > View
Podfile View Controller Scene Content Mode Scale To Fill (=]
~ [0 firstlite View Controller semantie Unspecified <]
4 AppDelegate.swift ~ CQview Tag 0%
Safe A
< SceneDelegate.swift \:p;wr::i licz interaction [@ User Interaction Enabled
i Multiple Tt h
s ViewController.swift L] wynik ultiple Touc|
% Main.storyboard [B] wykonaj Alpha 1<
B Assets.xcassets [F]round style T. + Background System Background... B
% LaunchScreen.storybo... 8 :'m Responder + Tint W Default <]
xit
Info.plist —3 Storyboard Entry Poi.. Drawing Opaque
> &7 Products + Hidden
> Pods Clears Graphics Context
> B9 Frameworks Clips to Bounds
ﬁ. — Autoresize Subviews
> Pods
Stretehing ol& ol&
Rysunek 14.4. Dodawanie kontrolek do interfejsu graficznego
eoe M | 2 firstiite ) [l iPod touch (7th generation) firstlite | Build firstiite: Succeeded | Yesterday at 17:07 5
TDQaQMAS&sED B BB < ¥ Main.storyboard X 7B < ¥ Main.storyboard
v [ firstiite By firstiite ) 7 firstlite ) [ ViewController.swift [ viewDidLoad() By firstiite >0 .. > & . 2 [§ > . 30 View Controller » [T vies
Podfile " View Controller Scene

-

Wiprawat iczbe

Wykona)

Wik

Rysunek 14.5. Podziat ekranu




EH] > [ ] % 8 iPod tou..eneration)  Finished
BT QASHFDEH X H <

v B firstlite B >0y & ViewCon..ller.swift } No Selec
" Podfile v ,
o 2 // ViewController.swift
v firstlite 3 // firstlite
= AppDelegate.swift 17
+ SceneDelegate.swift 5
— &
Connaction [Outlet ) [ import UIKit
e Vigw Conirollar t class ViewController:
Name | txtUserData | UIViewController {
Type UlTextField 8 -
override func
Weak
Starage 2] [ viewDidLoad() {
[ cancel | [ connect | super
.viewDidLoad
> Frameworks O
> [ Pods 13 // Do any
additional
setup after
loading the
view.
14 }

Rysunek 14.6. Tworzenie gniazda

> [ Pods | '

v

connectlon | Action ]

Object || View Controller

Mame | btnGo| I B
Type Any a

Event | Touch Up Inside £]

Arguments | Sender 2]
[ cancel | [ connect | P

Rysunek 14.7. Dodawanie akcji



Choose a template for your new file:
i0s mac0S watchOS tw05s
Source

=

SWIFT

Cocoa Touch

Class
h iig
Header File IIG File
User Interface
SWIFT
SwiftUl View Storyboard
Cancel

o

ul

Ul Test

Case Class

C

C File

View

o

UNIT
Unit Test
Case Class

CH++

C++ File

Empty

m

Objective-C File

NN

METAL

Metal File

Launch Screen

Rysunek 14.8. Dodawanie pliku jezyka Swift

Tags:

Where:

Group

Targets

Save As: [ ModelParser

[ firstlite

firstlite

firstlite

Cancel

Rysunek 14.9. Dodawanie pliku ModelParser.swift do projektu




H m m QN e

N firstlite

Open in New Tab
Open in New Window

Open As

Show in Finder
Open with External Editor

Show File Inspector

New File...

Add Files to "firstlite"...

Delete

New Group

New Group without Folder

>

Rysunek 14.10. Dodawanie grupy do aplikacji

Choose options for adding these files:

Destination: [ Copy items if needed

Added folders: () Create groups
© Create folder references

Add to targets: | @ ,A, firstlite

Cancel

Rysunek 14.11. Dodawanie modelu do projektu




SR A

Wprowad?z liczbe: 10

Wykonaj

18.98

Rysunek 14.12. Uruchomienie aplikacji w symulatorze telefonu iPhone

Trenowanie Wdrazanie
Projektowanie | | Projektowanie
danych modelu
Zbiory Estymatory
danych TF: Keras Lokalna chmura
tf.data [ TensorFlow Lite
Jenowanie Serializacj Android, i0S, Raspberry Pi
Strate |ad tr hUC'i erializacja ndroia, 1U5, kaspberry
—— . - ysyj - | SavedModel TensorFlow Lite
pCPU |2 GPUE  TPU
Analiza Repozytorium modeli Przegladarka i Srodowisko Node
TensorBoard TensorFlow Hub — | TensorFlow.JS

Rysunek 15.1. Srodowisko TensorFlow

Interfejs warstw

Interfejs podstawowy

Przegladarka

CPU/TPU/GPU

Rysunek 15.2. Wysokopoziomowa architektura biblioteki TensorFlow.js



<1DOCTYPE html>
<html>

<head>
<meta charset=
<meta http-equiv="X- ompatible
<title>SZYBKI START Z BRACKETS</title>
<meta nam " content-"T
<link rel 1 href—"ma
</head>
<body>

<h1>SZVBKI START Z BRACKETS</hl>
<h2>0to Twéj przewodnik!</h2>

WYKONANO PRZY UZYCIU <3 I JAVASCRIPTU

Witaj we wczesnej wersji Brackets, edytorze open-source dla sieci nowej generacji
Jestedmy

wielkimi fanami standardéw i chcemy budowaé lepsze narzedzia dla takich jezykéw jak
JavaScript,

HTML i CSS oraz powigzanych z nimi technologii sieciowych. Taki byt nasz skromny
poczatek.

CZYM JEST BRACKETS?

<em>Patrzysz na wczesna wersje Brackets.</em>

@ SZVBKI START Z BRACKETS x +

C @® 127.0.0.1:54697/indexhtml

1  <!DOCTYPE html> o

2 <html>

3

4 <head> L]

s <meta charset="utf s - - - - -

E cmeta http-cautve" ompatibl Czesc, fani biblioteki TensorFlow!

content-
T RT Z BRACKETS</title>
c  ptdon®
Oto Twdj przewodni

9 href="mai
1e head T . . - -
11 Zi;s; Witaj we wczesnej wersji Brackets, edytorze open-source dla sieci nowej ¢
12 wielkimi fanami standardow i chcemy budowac lepsze narzedzia dla takicl
13 [ehiSczeéé, fani biblioteki TensorFlow!E/hls - -~
14 <h2>0to Twéj przewodnik!</h2> HTML i CSS oraz powigazanych z nimi technologii sieciowych. Taki byt nas
15

Rysunek 15.4. Aktualizowanie okna przeglgdarki w czasie rzeczywistym

omunikat ze strony 127.0.0.1:56564

Tensor
[[18.29030933]]

Rysunek 15.5. Wyniki prognozy po wytrenowaniu modelu



@ 127.0.0.1:56564/FirstHTMLhtml X +

&« C @ 127.0.0.1:56564FirstHTMLhtml

[w ﬂ Elements Console Sources  »

Twoja pierwsza

™ & top v ®© Filter

PR O T SO LA s SO LT U

Strona HTML Epoka:1 Strata:9.866381454467773
Epoka:2 Strata:7.318378819891797
Epoka:3 Strata:5.93991231918335
Epoka:4 Strata:4.3852262496948242
Epoka:5 Strata:3.993473768234253
Epoka:6 Strata:3.3148848771484375
Epoka:7 Strata:2.777904518498847
Epoka:8 Strata:2.352684366027832

9

Strata:2.8151658858166584
Epoka:18 Strata:1.7469893799591864
Epoka:11 Strata:1.533138632774353
Epoka:12 Strata:1.3622916593687439
Epoka:13 Strata:1.2252691584176636
Epoka:14 Strata:1.1149119138717651
Epoka:15 Strata:1.825585412979126
Epoka:16 Strata:@.9528571963310242
Epoka:17 Strata:@.8932374715885854

Epoka:

A2 ey

Default levels ¥

irstHTML . himl:

11

irstHTML . himl:

irstHTML . himl:
=11
=11
=11
TML . himl :

11
11

11

SEHTML . himl:

FirstHTML.himl:

irstHTML . himl:
=11
11
=11
11
=11
11

Fi

11
11
11

FirstHTML.himl:

11

x
o

Rysunek 15.6. Dziennik zawierajgcy wartosci straty dla poszczegdlnych epok




Ibior Iris:

kolor czerwony - kosaciec szczecinkowy
kolor zielony — kosaciec réznobarwny
kolor niebieski — kosaciec wirginijski
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Rysunek 15.7. Wykres cech zbioru danych Iris (autor: Nicoguaro, obraz dostepny w Wikimedia Commons
(https://oreil.ly/zgf7c))



& C  ® 127.0.0.1:49940/mnist.html
Trenowanie modelu

Klasyfikator pisma odrecznego!
Komunikat ze strony 127.0.0.1:43940

= loss

5

=10
05
0 20 4 80 80 100 120 10 180 130 200 220
Batch
onEpochEnd
—loss
val loss
20
15
.
H
R
05

Rysunek 16.1. Klasyfikator pisma odrecznego dziatajgcy w przeglgdarce




Visor Proces trenowania

Trenowanie modelu

onBatchEnd

— loss

204

154

Value

0.5+

0.0 T T T T T T T T T T 1
a0 100 120 140 160 180 200 220

Batch

=
(=]
=
e
=
2

onEpochEnd

— loss
val_loss
2.0

154

Value

0.5+

0.0 T T T T T T T T T 1

=
ra
.
@
=)
-
=
=
L&)
=
~
-
@
-
=
(=)
=

Epoch

Rysunek 16.2. Uzycie narzedzi wizualizacyjnych



Rysunek 16.3. Fragment arkusza sprajtow mnist_images.png

foapone6: BA
ggasapi16: B0
ggeeo626: 00
feapon36: B
feasapuB: B
ggeeoes6: 80
fpoooee66: 68
geesan76: B
foeeooge: 00
ggaeooea: 0o
fgasopAG: B
f08000EB: B8
geeeooce: oo

Plik Edytuj Opcje

i\mnist\mnist_labels_uint8]

Kodowanie Pomoc

88 B0 68 OO 6O 61|08 AG 60 B6 OA 61 PO B8
68 PO 68 OO 6O AO|B1 A0 6O 66 DD GO PO B8
88 PO 681 00 B9 GO|90 B1 00 08 B0 B0 A0 6@
68 PO G0 OO B0 00|00 A6 61 66 0B 61 OO B8
68 PO 68 6O 61 00|00 A0 6O 06 DD GO PO B8
88 PO 689 0O B9 GO|90 B1 60 08 B0 B0 A0 6@
61 68 81 06 60 00|00 60 6O 0D DD OO 0O OO
68 PO 68 OO0 B0 AO|BG A1 B0 06 DD GO PO B8
88 PO 681 00 B9 00|90 OO0 90 08 B0 B0 A0 6@
88 01 68 0O 61 00|90 060 90 08 OO GO0 PO 6@
61 B0 68 OO0 B0 AO| B0 AG GO 06 BP GO PO B8
88 81 68 B0 B9 AO| B8 A6 81 08 B0 B8 A1 68
68 PO 68 00 B9 GO|80 61 00 68 B0 GO PO 6@

Rysunek 16.4. Zawartos¢ pliku z etykietami

~ @ tmp
~ [§ linear
B groupl-shard1of1.bin
B model.json

Rysunek 17.1. Wynikowe pliki uzyskane po uruchomieniu konwertera JS

POOOROEOF1 90 FF 3F

Rysunek 17.2. Zawarto$¢ pliku .bin




Floating Point to Hex Converter

Show details 4 Swap endianness [ Uppercase letters in hex

Hex value: | 0x3fffoof1

| Convert to float

0xf190ff3f (swapped endianness)

T

1

9 0 f f 3

a—y

1[1]1]o]o]e]1]1

olo[1]o]olefa]1]1]1]1][a]1]a]1]o]o]1]

1|‘I|1|1

a—y

11100011

001000011111111001171111

-1 227

sign  exponent

-1* 2M227 -127) ™
-1* 1.26765060e+30 *1.1327894926071167

mantissa
1.00100001111111100111111 (binary)
1.1327894926071167

1.99661

Float value:|1.99661

Convert to hex

Rysunek 17.3. Konwersja wartosci zmiennoprzecinkowej na szesnastkowg

Tensor

[[18.9766159]]

Komunikat ze strony 127.0.0.1:49940

Rysunek 17.4. Wyniki wnioskowania

»a
k1
2
k3

L

{1
{1
{1
: {1
{1

v Array(7)

abel:
abel:
abel:
abel:
abel:

"identity_attack”, results: Array{4)}
"insult®, results: Array(4)}
"obscene”, results: Array{4)}
"severe_towicity”, results: Array{4)}
"sexual_explicit”, results: Array{4)}
“threat”, results: Arrayv(4)}
"toxicity", results: Arrayv(4)}

: Array(e)

Rysunek 17.5. Wyniki prognozowania toksycznosci




*1:
label: "insult"
wresults: Array(4)
va:
match: true
b probabilities: Float32&rray(2) [9.88124782423810959, 8.9187529683113098]
b _ proto__: Object
v1:
match: true
» probabilities: Float32Array(2) [©.0@45552924275398254, @.9954447746276855]
P __proto__: Object
v2:
match: false
b probabilities: Float32&rray(2) [9.9109156131744385, ©.08908446133136749]
¥ _ proto_ : Object
v 3:
match: false
b probabilities: Float32&rray(2) [©.9996488894329834, 0.000351284587751390834]
b _ proto__: Object
length: 4

Rysunek 17.6. Przyktadowe prawdopodobieristwa wystgpienia toksycznosci

W zdaniu: you suck
z prawdopodobienstwem 8.9187529683113098 wykryto nastepujgcy rodzaj
toksycznosci: insult

W zdaniu: you suck
z prawdopodobiefistwem 8.9688233137138737 wykryto nastepujgcy rodzaj
toksycznosci: toxicity

KW zdaniu: I think you are stupid
z prawdopodobienstwem 8.9954447746276855 wykryto nastepujgcy rodzaj
toksycznosci: insult

W zdaniu: I think you are stupid
z prawdopodobiefstwem 8.9955398895718754 wykryto nastepujgcy rodzaj
toksycznosci: toxicity

W zdaniu: i am going to kick your head in
z prawdopodobiefstwem 8.7943894372749329 wykryto nastepujgcy rodzaj
toksycznosci: toxicity

Rysunek 17.7. Wyniki dziatania klasyfikatora toksycznosci dla przyktadowych danych wejsciowych



wvArray(3) B
v0:
classMame: "wvase"
probability: 8.6312612295158757
# proto : Object
vl:
className: “"pot, flowerpot”
probability: 8.28817513632774353
»  proto : Object
v2:
className: "cup
probability: 8.11374199396411377
» proto : Object
length: 3
»  proto @ Array(@)

Rysunek 17.8. Wyniki dzialania modelu wykorzystujgcego biblioteke MobileNet

vase : 0.6312612295150757
pot, flowerpot : 0.20017513632774353
cup : 0.11374199390411377

Rysunek 17.9. Klasyfikowanie obrazu



v Object B

v8:
part: "no
» position:
score: B.

p1: {score:
p2: {score:
»3: {score:
p4: {score:
»5: {score:
p6: {score:
»7: {score:
pB: {score:
p9: {score:
p 168: {score:
p11: {score:
p12: {score:
p13: {score:
p14: {score:
p15: {score:
p16: {score:
length: 17

»__proto_:

w» keypoints: Array(1l7)

se"

{x: 33B.951882447714, y: 147.63976189876809}
9993178844451904

Object

8.9989699125289917, part: "leftEye", position: {-}}
8.9965984225273132, part: "rightEye®, position: {.}}
8.9568711979866028, part: "leftEar", position: {-}}
8.736717164516449, part: ightEar", position: {-}}
8.9932397683988647, part: "leftShoulder", position: {..}}
a

a

a

.9985883831977844, part: "rightShoulder®, position: {.}}
.97347583980852795, part: "leftElbow", position: {.}}
.9767395853996277, part: "rightElbow", position: {-}}
0.9655238389968872, part: “leftWrist", position: {.}}
B.7352958572967529, part: "rightWrist", pesition: {..}}
9939386974411811, part: "leftHip®, position: {.}}
9954432249869214, part: "rightHip". peosition: {..}}
98260821798584456, part: "leftKnee", position: {..}}
937220836858349, part: "rightKnee®, position: {.}}
9435631632884871, part: "leftAnkle", position: {-}}
B860307514667511, part: "rightAnkle", position: {-}}

Rysunek 17.10. Zwrécone punkty charakteryzujgce czesci ciata

Rysunek 17.11. Wyznaczanie i opisywanie czesci ciata




rightEar ‘ leftEye
. leftEar
o : ‘\.jh’ e a

Rysunek 17.12. Uzycie biblioteki PoseNet z obrazem przedstawiajgcym twarz

tfjs@latest:2
conv_pw_13_bn (BatchNormaliz [null,7,7,256] 1024 tfjs@latest:2
tfjs@latest:2
conv_pw_13_relu (Activation) [null,7,7,256] [} tfjs@latest:2
tfjs@latest:2
global_average pooling2d 1 ( [null,256] ] tfjs@latest:2
ifjs@latest:2
reshape_1 (Reshape) [null,1,1,256] ] tfjs@latest:2
tfjs@latest:2
dropout (Dropout) [null,1,1,256] o ifjs@latest:2
tfjs@latest:2
conv_preds (Conv2D) [null,1,1,1000] tfjs@latest:2
257000
tfjs@latest:2
act_softmax (Activation) [null,1,1,1000] ] tfjs@latest:2
tfjs@latest:2
reshape_2 (Reshape) [null,1060] ] tfjs@latest:2
tfjs@latest:2
Total params: 475544 tfjs@latest:2
Trainable params: 478072 tfjs@latest:2
Non-trainable params: 5472 tfjs@latest:2
tfjs@latest:2

Rysunek 18.1. Wynik dziatania metody mobilenet.summary dla modelu JSON z architekturg MobileNet



Rysunek 18.2. Wysokopoziomowy schemat architektury MobileNet

Architektura modelu
rozpoznawania gestow

Warstwa wyjsciowa
(3)

Rysunek 18.4. Przyklad uczenia transferowego: przekazanie danych z warstwy conv_pw_13_relu do nowego modelu



@ 127.0.0.1:55414/retrain.html X +

&« C @ 127.0.0.1:55414/retrain.html

. W
Kamienri || Papier || NoZyce
Kamien:
Papier:
Nozyce:

Rysunek 18.5. Podglgd z kamery internetowej

\\'1

Warstwa wejsciowa
(224x224x3)

Architektura MobileNet

l_ conv_pw_13_relu M

Aktywacje
[2,7,7,256)

Rysunek 18.6. Wynik dziatania metody mobilenet.predict




vdataset: RPSDataset

v labels: Array(3)
0: 0
1: 1
2: 2
length: 3
»  proto i Array(e)
vxs: t
b datald: {}
dtype: "float32"
id: 1e65

isDisposed: (...)
isDisposedInternal: false
kept: true
rank: (...)
rankType: "4"
scopeld: 1477
| »shape: (a) [3, 7, 7, 256] |
s1ze: 37632
» strides: (3) [12544, 1792, 256]
» _ proto__: Object

Rysunek 18.7. Analiza zbioru danych

Kamien || Papier || NoZyce

Kamien:10
Papier:10
Nozyce:11
Po zakonczeniu trenowania klikny) Prognozowanie', aby wyswiethié prognozy.
Kliknij 'Koniec', aby zakonczv¢ dzialanie programu.
. . c ]

Rozpoznatem nozyce

Rysunek 18.8. Przeprowadzanie wnioskowania w przeglgdarce przy uzyciu wytrenowanego modelu



= TensorFlow Search
Hub

Filters Clear all
! Image feature vector Js
imagenet/mobilenet_v1_025 224...
Problem domain - - - -
Published by: Google Updated: 05/22/2020
Model format Feature vectors of images with MobileNet V1 (depth multiplier

0.25) trained on ImageNet (ILSVRC-2012-CLS).

K e o

MobileNet V1 ImageNet (ILSVRC-2012-...

TF Version ®
TF1 TF2
M image classification Js
Fine tunable N ) imagenet/mobilenet_v1_075_160...
Published by: Google Updated: 05/23/2020
Architecture -

Imagenet (ILSVRC-2012-CLS) classification with MobileNet V1

(depth multiplier 0.75).
MobileNet V1 X

MobileNet V1~ ImageNet (ILSVRC-2012-...
Publisher -

Rysunek 18.9. Wykorzystanie strony https://tthub.dev do wyszukania modeli dzialajgcych w jezyku JavaScript

Float32Array(256) [0.842415667325258255,
88, 6.762848973274231, 0.647595524787902,
884735107, 3.833477544784546, 0.07227948
80345916748, -0, ©.7141353487968445, -0,
520867566, @.05228123813867569, 6.8876292

Rysunek 18.10. Wyniki wyswietlone w konsoli



Architektura modelu
rozpoznawania gestow

Rysunek 18.11. Uczenie transferowe przy uzyciu wektoréw cech obrazu

1F TensorFlow Install Learn ~ APl ~ Resources v Mare ~

Q, search GitHub  Signin

For JavaScript

Overview Tutorials Guide Models Demos API

Models

Explore pre-trained TensorFlow.js models that can be used in any project out of the box.

Image classification Object detection Body segmentation

Classify images with labels from the ImageNet Lacalize and identify multiple objects in a Segment person(s) and body parts in real-time
database (MobileNet). single image (Coco SSD). (BodyPix).

View code () View code () View code ()

Rysunek 18.12. Przeglgdanie modeli na stronie TensorFlow.org

Kod
modelowania

Rysunek 19.1. Podziatl architektury systemowej na moduly w uczeniu maszynowym




Pozyskiwanie Sprawdzanie | N Przeksztatcanie |

danych danych danych H
: ) ) . Model gotowy
e Treno(\jNaIme . Anahzgwlrame _________ ol dowdragenta
mogelu modeld produkcyjnego

Rysunek 19.2. Schemat produkcyjnego wdrazania modeli uczenia maszynowego

Pozyskiwanie Sprawdzanie | p| Preksztalcanie |
danych danych danych
3 . i . Model gotowy
e Treno;v;:nle Anallzgwlranle _________ »|  dowdrozenia
e Wbl produkcyjnego

v

Warstwa
Warstwa  ukiyta
wefiiowa

Rysunek 19.3. Wdrazanie modelu produkcyjnego w urzgdzeniu mobilnym

Pozyskiwanie Sprawdzanie | | Przeksztatanie |
danych y danych danych
- h ) Model gotowy
e Treno:v?nle al Anahzgwlranle _________ ol dowdrozenia
MR bR produkcyjnego

. |
g Udostepnianie [~

modelu St ulrya -

D Odpowiedzi e

Rysunek 19.4. Uzupelnienie schematu wdrazania produkcyjnego o opcje udostgpniania modelu z serwera



Klient 1. Udostepnianie modelu

Klient 2. D —

Rownowazenie
obcigzen

Udostepnianie modelu

Wersja 2. modelu

Klient3. D —

Rysunek 19.5.

Uzycie ustugi TensorFlow Serving do udostgpniania wielu wersji modelu

instances":

{

[1.8, X POST htt

"predictions":

Rysunek 19.6.

Wyniki dziatania modelu udostgpnianego przez ustuge TensorFlow Serving

Reguty
Dane Programowanie Odpowiedzi
tradycyjne
Odpowiedzi
D Uczenie Reguty
ane

maszynowe

Rysunek 20.1. Poréwnanie programowania tradycyjnego i uczenia maszynowego




M

oleleeleleleelelele
leeleleleleelelllel
oleelelelealeleleel
0leleelpleleelelels

Etykieta =WALKING

£ R

leleleeleleslelalel
eleleleeleeleoleeel
eeleelllllelelellll
lel@l6@1ee111101e11

Etykieta= RUNNING

leeleleelillielelel
11901910111010101110
1010101111010101011
111111e001111010181

Etykieta=BIKING

111111111101600111081
201111101€111110101
elelllelelelelellle
10101021910100111118

Etykieta = GOLFING

Rysunek 20.2. Ikony wykorzystywane podczas prezentacji sposobu dziatania uczenia maszynowego

(zes¢, Laurence! Chciatbys jutro pobiegac przy Patacu Cesarskim?

Rysunek 20.3. Tekst zawierajgcy emotikony

Rysunek 20.4. Emotikon ,biegngcej osoby” z systemu iOS 13.3



Visualize
@ Datap Q Partial plots
(_JB Show nearest counterfactual datapoint @ L1 O 12 ®
Show similarity to selected datapoint (D
Edit | Datapoint 1984
< > D0 W | = 1= E | Qseachfeatures
Feature name Value(s)
Age 42
Capital-Gain 0
Capital-Loss 0
Country United-States
Education Bachelors
Education-Num 13
fnlwgt 47012
Hours-per-week 40
Marital-Status Married-civ-spouse
Occupation Transpori-maving
Over-50K 0
Race White
Relationship Husband
Sex Male
Workclass Private
Infer | Datapoint 1984
Run inference
Run Label Score
1 0 {Under 50K) 0528
1 1 (Over 50K) 0472

Delta

Binning | X-Axis Binning | Y-Axis
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Rysunek 20.5. Uzycie narzedzia What-If




Sort by

Distribution distance

- Reverse order

W train  test

count

Capital Gain

1 32.6k
16.3k

Hours per week

1 32.6k
16.3k

Education-Num

1 32.6k
16.3k

fnlwgt

1 32.6k
16.3k

Age

| 32.6k
16.3k

Capital Loss

1 32.6k
16.3k

missing

0%
0%

0%
0%

0%
0%

0%
0%

0%
0%

Features: int(6) string(9)

mean

1,077.65
1,081.91

40.44
40.39

10.08
10.07

190k
189k

38.58
38.77

87.3
879

std dev

7,385.29
7,583.94

12.35
12.48

2.57
2.57

106k
106k

13.64
13.85

402.96
403.11

Feature search (regex enabled)

zeros

91.67%
91.87%

0%
0%

0%
0%

0%
0%

0%
0%

95.33%
95.31%

min

o

12.3k
13.5k

median

835

10
10

178k
178k

37
37

Quantiles -
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Rysunek 20.6. Uzycie narzedzia Facets do analizy zbioru danych




Binning | X-Axis Count Binning | Y-Axis Count  Color By Label By Scatter | X-Axis

Education-Num ~ 10 Sex ~ 10 Target ~  (default) ~  (default)
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Female

Male

Dostepne

Niedostepne

Rysunek 20.8. Identyfikacja dostepnych urzgdze#



Dostepne

@ E Odpowiednie

Rysunek 20.9. Wybor odpowiednich urzgdzen sposréd tych, ktére sq dostepne

Nowe parametry dopasowane
do modelu gtdwnego

Klienty .

Parametry wyuczone
przez klientow

Rysunek 20.11. Tworzenie nowego modelu gléwnego na podstawie parametrow wyuczonych przez klienty



Rysunek 20.12. Model gléwny zostaje zainstalowany we wszystkich urzgdzeniach klienckich
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Rysunek 20.13. Urzgdzenia polgczone w systemy partnerskie
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Rysunek 20.14. Wysylanie wartosci na serwer z uzyciem bezpiecznej agregacji




